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摘要

無線可充電感測網路（Wireless Rechargeable
Sensor Networks, WRSNs）可透過行動充電車為節點
補能，但多充電車排程需兼顧節點死亡風險、移動成

本、回站可行性與車輛協調。若只依局部急迫度選擇

目標，容易造成重複服務或高風險區域延遲。本文提

出 HQARRF，結合 ARR-F 候選叢集評分、區域風險
估計與 Q-learning 介入控制，使充電車在局部服務效
益與全域風險間取得平衡。模擬結果顯示，HQARRF
相較 Genetic+2-OPT、MCCA、UCMC、K-EDF 與
NJNP 可提升感測節點存活率，並兼顧移動距離、傳
遞能量與多充電車負載平衡。

關鍵詞：無線可充電感測網路、行動充電車、多充電

車排程、Q 學習、力場感知路由、區域風險估計

一、介紹

無線感測網路廣泛應用於環境監測與工業物聯網

等場景，但感測節點通常受限於電池容量與部署位

置，長時間運作後容易因能量耗盡而失效。無線能量

傳輸技術使行動充電車能在不更換電池的情況下補充

節點能量，因此形成無線可充電感測網路的重要研究

方向 [1]–[3]。

在多充電車 WRSN 中，充電策略不只是路徑規
劃問題。感測節點因感測、傳輸與多跳轉傳而有不同

耗能速率，低能量節點可能分散於不同區域；行動充

電車本身則受移動能量、服務時間與回站充電可行性

的限制。

既有研究已探討單充電車或多充電車排程、分群

充電與路徑最佳化 [4]–[8]，但多數方法偏重局部請
求、移動距離或固定分群結構，較少同時結合區域風

險、時間到死亡與多充電車協調。

本文提出 HQARRF（Hierarchical Q-learning and
Force-aware Routing），將多充電車排程視為風險感

知資源分配問題。本文貢獻如下：(1) 提出 ARR-F 下
層路由分數，以吸引力、斥力與力場感知項整合局部

急迫度與充電車協調；(2) 建立自適應區域與區域風
險估計，使排程能觀察局部叢集以外的服務不足區

域；(3) 使用 Q-learning 作為上層介入控制器，判斷何
時將充電車導向高風險區域；(4) 透過多組模擬比較
驗證 HQARRF 在節點存活與多指標取捨上的效果。

二、文獻探討

早期 WRSN 研究主要關注能量補充模型、充電
請求排程與感測節點壽命延長。Xie 等人提出以無線
能量補充延長感測網路生命週期的觀點 [1]，He 等人
則討論能量供應與網路覆蓋間的關係 [2]。

在充電路徑與分群方法方面，研究者提出不均勻

分群、同時多節點充電、行動資料收集與能量補充等

方法 [5], [6]。多充電車環境進一步帶來任務分配與協
調挑戰，例如 MCCA 透過多充電車合作安排低能量
請求節點 [7]，UCMC 則利用不均勻叢集改善充電配
置 [6]。

近年也有研究將強化學習應用於充電排程與充電

車佈局 [10], [11]。這些方法提供動態決策能力，但若
直接以學習模型取代完整路由，可能增加狀態空間與

訓練複雜度。

綜合而言，既有方法大致可分為路徑成本導向、

分群服務導向與學習式排程三類。路徑成本導向方法

可降低移動距離，但較難保證危急節點被即時服務；

分群服務導向方法可提升同時充電效率，但若分群邊

界固定，可能無法反映動態風險；學習式方法具有適

應性，但需控制模型複雜度。HQARRF 的設計即是將
局部路由與區域層級學習拆開，使兩者分別處理可解

釋的候選目標選擇與上層風險介入。

三、系統模型

本文考慮一個部署於 L×L 二維場域的 WRSN。系
統包含 N 個感測節點、一個基地台與 M 台行動充電
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車。感測節點週期性執行感測與資料傳輸，並透過多

跳通訊將資料送回基地台。若節點能量低於死亡門

檻，該節點將無法繼續感測或轉傳資料，可能造成覆

蓋率下降與通訊連通性受損。

圖 1. HQARRF 模擬場域、候選叢集與多充電車目標示意

令 Ei(t) 為節點 i 在時間 t 的剩餘能量，Ei
max 為

其最大電量，ci(t) 為耗能速率；與實作一致，時間到

死亡以目前剩餘能量除以耗能速率估計：

ei(t) = 
Ei(t)

Ei
max ,   TTDi = 

Ei(t)
ci(t)

(1)

充電決策以候選叢集與停靠點為基本單位（如圖

1）：當充電車 m 停靠於候選叢集 c 的停靠點 dc 時，

位於充電半徑 Ra 內且仍存活的節點可被同時服務。

充電效率採距離衰減模型：

η(d) = 
λ

(d + βc)
2 (2)

充電車執行任務時必須保留足夠能量返回基地

台，避免因追逐高風險目標而耗盡自身能量；若前往

候選目標後無法保留返回所需能量，該目標即被視為

不可行。

四、HQARRF 方法

HQARRF 採兩層式排程架構。下層 ARR-F 負責
候選叢集與停靠點選擇，上層區域風險／Q-learning
機制負責判斷是否需要將充電車導向高風險區域。以

下從下層至上層依序介紹各元件設計。

(一) 下層 ARR-F 候選叢集評分

ARR-F 先把每個候選叢集的服務急迫度壓縮成一
個電荷，再用靜電吸引力與斥力（electrostatic

attraction/repulsion）產生原始分數，最後對同一輪候
選叢集做 min-max 正規化。令 dc 為叢集 c 的停靠

點，dm,c=||pm(t)−dc||。急迫度 Uc 以能量缺口為主項，

加權整合耗能率、危急度與存活節點數，其中混合能

量比例 ẽc=0.1ẽcmin+0.9ẽcavg 同時保留最低能量警訊與

整體叢集健康；Uc 經 min-max 正規化後得到 Ûc，並

映射為叢集電荷 Qc=1−2Ûc（高急迫叢集形成較強吸

引）：

Ac
raw = − 

ka qm Qc

dm,c
2 + εa

2 (3a)

斥力以其他充電車到候選停靠點的 softened
inverse-square 場表示：

Φc = 
Σm'≠m 

1
dm',c

2+εr
2

maxj Σm'≠m 
1

dm',j
2+εr

2

(3b)

Fc = log(1 + Σi∈TopKf(c)
 

1−ei
||pi−dc||

2+εf
) (3c)

Sc = Ac − βΦc + λfFc,   c* = argmaxcSc (3d)

式 (3a)–(3c) 中各常數的物理意義如下。ka 為靜

電類比中的比例常數，qm 為充電車 m 的單位電荷

量；由於同一輪決策中 kaqm 對所有候選叢集皆為定

值，兩者只決定 Ac
raw 的整體尺度，經 min-max 正規

化後不影響候選排序，故實作上取 ka=qm=1。叢集電

荷 Qc=1−2Ûc 將正規化急迫度映射至 [−1, 1]：高急迫

叢集 Qc→−1，式 (3a) 的負號使其產生強吸引；低急

迫叢集 Qc→+1 則轉為輕微排斥，可自然抑制對已充

足叢集的重複造訪。

εa、εr、εf 為軟化常數（softening constants），單

位與距離平方相同，用於避免充電車或節點與停靠點

重合時分母趨近於零而使分數發散，三者實作均取

10−6。式 (3c) 的力場作用半徑 Rf=150 m 界定哪些危

急節點會影響停靠點評分；Kf=10 則限制每個候選叢

集最多納入距離最近的 10 個危急節點。力場係數
λf=1.0，危急判定門檻為能量比例 0.3。

式 (3a) 中 Ac
raw 經 min-max 正規化後為 Ac。β 為

斥力強度係數，數值越大越抑制多台充電車選擇相鄰

停靠點；本文經參數掃描取 β=0.2。當 λf=0 時即為

ARR；再令 β=0 則退化為只看吸引力的 AR。

在實作上，ARR-F 會先排除已被其他充電車保留
或不含存活節點的候選叢集，再對剩餘候選目標計算
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正規化吸引力與斥力，使 ARR-F 能在局部決策中兼
顧急迫性、服務量與多充電車分散性。

(二) 區域風險與覆蓋不足估計

區域風險估計將場域切分為多個自適應區域（區

域數隨充電車數量自動調整），每個區域依序計算危

急節點密度、充電車覆蓋充足性與節點個體時間到死

亡風險，共同作為 Q-learning 上層介入的判斷依據。

具體而言，對區域 z，令 Vz
alive 為存活節點集

合、Vz
crit 為危急節點集合，則危急節點密度定義

為：

ρz
crit = 

|Vz
crit|

|Vz
alive|

(4)

服務容量 Capz 依危急節點數決定（ |Vz
crit| 分段

量化：0→0、1→1、2–4→2、≥5→3，並以充電車總
數 M 取上界），是後續覆蓋充足性評估的基準；

ρz
crit 則以 |Vz

alive| 正規化，使各區危急程度不受存活

節點數規模影響而可跨區比較，並用於動態調整危急

能量門檻。

充電車覆蓋比例 CRz 以 Capz 為需求基準，衡量

現有充電車覆蓋 Covz 是否充足：

CRz = min（1, 
Covz

max(Capz, 1)
） (5)

CRz 偏低代表覆蓋不足，但不足以反映節點個體

緊迫程度。HQARRF 進一步以時間到死亡 TTDi 與充

電車預估抵達時間 ETAi 計算 slack，轉換為節點風

險：

ETAi = 
minm ||pi−pm(t)||

vm
,   slacki = TTDi−ETAi (6a)

ui = 
exp(−slacki/τ), slacki ≥ 0

1+bmiss, slacki < 0
(6b)

Riskz
raw = 

1
Kz

 Σi∈TopK(z) ui (6c)

其中 τ 為衰減時間常數，bmiss 為已超出充電窗口
的懲罰項。為避免固定區域邊界造成風險估計跳變，

HQARRF 以鄰近區域集合 N(z) 對原始風險進行平
滑，其中 μ 為平滑係數：

Riskz
smooth = (1−μ)·Riskz

raw

+ μ· 1
|N(z)|

 Σz'∈N(z) Riskz'
raw

(6d)

(三) Q-learning 介入控制

以 Riskz
smooth 與 CRz（式 (5)(6d)）為輸入，Q-

learning 上層控制器決定是否介入。動作空間包含
「不介入」與「選擇某一合法高風險區域介入」；實

作上 at=0 表示不介入，at=z+1 表示介入區域 z，合法
候選須同時滿足（θr、θc 為門檻）：

Riskz
smooth ≥ θr,   Capz > 0,   CRz < θc (7)

Q-learning 的 state 不直接儲存所有節點，而是用
區域層級摘要表示。實作中的 tuple 與 Q 表索引為：

st = (zt
*, gt, bt),   id(st) = 9zt

* + 3gt + bt (8)

其中 zt
*=argmaxzRiskz

smooth；gt 將全域最大平滑

風險、bt 將最大覆蓋不足量 maxz(Riskz
smooth−CRz) 各

離散為三階（0/1/2），故索引式以 3 為基底將三維狀
態唯一編碼至一維整數。動作 at 包含不介入與選擇合
法區域介入，其價值以標準 Q-learning [9] 更新
（αQ=0.1 為學習率，γQ=0.9 為折扣因子）：

Q(st,at) ← Q(st,at) + αQ[ rt + γQ·maxa' Q(st+1,a') −
Q(st,at) ]

(9)

獎勵 rt 由前一次決策至本次決策之間的系統狀態
變化計算，包含服務效益與成本兩類項目：

rt = waΔNalive + wrΔR + wcΔNcrit + weΔEdeliv − wdΔNdead −

wvΔDmove − wx·1[at>0]
(10)

其中 ΔNalive 為存活節點數增量、

ΔR=ΣzRiskz
smooth 的下降量、ΔNcrit 為危急節點數的下

降量、ΔEdeliv 為累計傳遞能量增量（J）、ΔNdead 為

新增死亡節點數、ΔDmove 為期間充電車移動距離增
量（m），末項為介入動作的固定成本（at>0 時為

1）。各項均以原始物理量代入，不另作正規化；量
綱差異由權重吸收，故移動距離權重 wv 數量級明顯

小於節點數相關權重。本文採用的權重為 wa=5.0、

wr=3.0、wc=1.5、we=0.5、wd=12.0、wv=0.005、

wx=0.1。其中 wd 明顯高於 wa，使控制器對「造成節

點死亡」的懲罰重於「救回節點」的獎勵，符合本文

以存活率為首要目標的設計；wx 則避免在效益不明確

時仍頻繁介入。

實作時，Q 表儲存不同區域風險狀態下的動作偏
好。系統以 ε-greedy 在合法動作中選擇是否介入；若
充電車位置不適合或原本任務較急迫，則保守地維持

ARR-F 指派。當介入成立時，再於目標區域內依時間
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到死亡與局部危急度選出節點，使上層決策仍受可行

路由約束。

由於排程採事件驅動，決策時點並非等間隔，上

層控制實質上是以「決策事件」為時間軸的半馬可夫

決策過程：st 取自全域區域層級快照而非個別充電車

的局部觀測，所有充電車共用單一 Q 表；某車觸發決
策後暫存 (st, at)，待下次任一充電車觸發時，再以新
快照與期間累積的變化計算 rt 並依式 (9) 更新。因此

索引 t 為決策事件序號而非固定時距，其他充電車的
動作則視為環境動態的一部分。

Q-learning 以線上（online）方式運作，不區分訓
練與測試：每次模擬自全零初始化的 Q 表開始，於單
一連續軌跡中邊決策邊更新，且不跨場景保留 Q 表，
故無離線訓練回合（episode）之概念，評估數據亦包
含探索行為在內。探索率 ε 由 0.3 起始、每次更新後
乘以 0.995 並以 0.05 為下限，不另設提前停止的收斂
判準。

(四) 事件驅動流程與可行性檢查

整體排程採事件驅動設計：僅在充電車需要新目

標時觸發一次決策回合；無論最終採 Q-learning 介入
目標或 ARR-F 本地指派，均須通過前往目標並返回
基地台的能量檢查才會正式派遣。整體排程流程整理

如演算法 1。

演算法 1：HQARRF 單一決策回合

輸入：節點集合 S、充電車集合 M、基地台 B
輸出：各閒置充電車的充電目標

1  更新所有節點能量、TTD 與充電請求
2  建立候選叢集 C 與停靠點 dc
3  劃分自適應區域並估計各區風險 rz
4  for 每台閒置充電車 m do
5    a ← Q-learning 由 {不介入, 高風險區域} 選動作

6    if a = 介入區域 z then 限定候選為 z 內叢集
7    以 ARR-F 力場模型計算 Sc = Ac − β·Φc + λf·Fc

8    選分數最高且可返回 B 的候選叢集 c*
9    if c* 存在 then 指派 m → dc* 並標記保留

10 更新 Q 值並回收完成任務之充電車

五、實驗結果

實驗以 Python WRSN 模擬器進行，預設場域為
1000 m × 1000 m、250 個感測節點、5 台行動充電
車，模擬時間為 100000 秒。除特殊情境外，基地台
位於場域中心，感測節點初始能量由最大電量的 20%
至 100% 隨機設定；主要比較情境之各參數點以 5 組

亂數種子重複模擬，且各方法在同一組種子下成對比

較，以降低單一隨機配置造成的偏差。

本文比較 HQARRF 與 Genetic+2-OPT、MCCA、
UCMC、K-EDF、NJNP 等方法。評估指標包含節點
存活率、總移動距離、傳遞至節點的能量、移動負載

平衡，以及不同耗能率下的穩定性。

表 I. 預設實驗參數

參數 值

模擬時間 100000 s

場域大小 1000 m × 1000 m

感測節點數量 250

感測節點最大電量 150 J

感測節點耗能率 1.0×10⁻³ J/s

行動充電車數量 5

充電車速度 5 m/s

充電半徑 30 m

通訊半徑 80 m

充電車最大電量 10000 J

充電功率 10 W

充電模型參數 λ=36.0, βc=30.0

介入風險門檻 θr 0.45

介入覆蓋門檻 θc 0.8

本文比較的基準方法涵蓋三種角度：Genetic+2-
OPT 為路徑最佳化基準，依 [8] 的多充電車時間窗排
程架構實作；MCCA 與 UCMC 分別依 [7] 與 [6] 重新
實作，代表既有的多充電車合作與不均勻叢集式充電

設計；K-EDF 與 NJNP 則為本文自行實作、不使用學
習模型的局部啟發式對照，前者依時間到死亡選擇前

K 個急迫請求，後者採最近任務／最近節點優先並避
免同回合重複指派。各方法的充電請求門檻統一設為

最大電量的 20%。為確保比較公平，所有方法共用同
一套模擬核心（節點耗能、式 (2) 的距離衰減充電模
型、充電半徑與充電車速度），差異僅在目標選擇與

排程策略；原未考慮充電車自身能量上限者，一律加

入與本文相同的返回基地台可行性檢查，避免因忽略

回站限制而取得不對等的移動優勢。

(一) ARR-F 消融分析

在進行整體比較之前，本文先以消融實驗釐清下

層路由分數各組成的貢獻，並說明後續比較中為何同

時納入 AR、ARR 與 ARR-F 三個版本。AR
（Attraction-based Routing）僅考慮吸引力，容易集中
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於局部急迫區域；ARR（+Repulsion）在吸引力之外
加入斥力 Φ，可降低多充電車同時選擇相同目標的機
率；ARR-F（+Force-field）再加入低能量節點的力場
感知，強化停靠點附近危急節點的權重。三者構成由

簡至繁的方法序列，作為 HQARRF 下層路由的逐步
建構基礎。本文對 β 進行代表性場景下的參數掃描，
並採用使存活率最佳的設定以確保消融比較的公平

性。

圖 2. ARR-F 消融版本（AR、ARR、ARR-F）之感測節點存活
率變化

圖 2 顯示三個版本的存活率隨時間變化。從 AR
到 ARR 再到 ARR-F，存活趨勢逐步改善，說明僅以
局部急迫度作為目標並不足夠；避免重複服務與提高

低能量節點權重皆對長期存活有正面影響。加入斥力

與力場感知雖可能略增移動成本，但換取的存活率提

升使整體更為有利。

三個版本在模擬前期差距不大，可由式 (3b)、
(3c) 的作用條件解釋：初期絕大多數節點的能量比例
仍高於危急門檻 0.3，力場項的來源集合幾乎為空
（Fc≈0），ARR-F 在數值上退化為 ARR；同時候選

叢集數量充足，充電車不易競逐同一停靠點，斥力

Φc 亦少有實際作用，ARR 又趨近 AR。待節點能量

分布分化、危急節點成群出現後，兩項才逐步發揮作

用，故三者的差距是隨充電壓力累積而展開。

(二) 整體存活率比較

存活率是本文最主要的評估指標。圖 3 至圖 6 分
別在不同節點耗能率、感測節點數量、電池容量與行

動充電車數量下，比較 HQARRF 與 ARR-F 家族及其
他基準方法；圖 7 以重複實驗穩定性補強前述比較的
可信度。本文另於場域大小與充電車速度下進行相同

比較（因版面所限未列存活率圖）；上述情境中具備

完整重複實驗資料者共五組，合計 27 個參數點，
HQARRF 在其中 26 點取得最高感測節點存活率，相
對五種基準方法平均值提升約 20.7 個百分點，即使僅

與各參數點表現最佳的方法相比，仍平均領先 9.2 個
百分點。

圖 3. 不同節點耗能率下的感測節點存活率

圖 4. 不同感測節點數量下的感測節點存活率

圖 5. 不同感測節點電池容量下的感測節點存活率

上述三組情境的比較一致顯示，HQARRF 的存活
率優勢不依賴特定參數條件：在耗能率較高時（圖

3），風險感知設計的優勢更為明顯；節點數增加時
（圖 4），區域介入有效分攤多充電車的服務壓力；
電池容量較低時（圖 5），整體存活率下降，但
HQARRF 的相對領先仍維持，顯示主動風險服務在高
壓力場景中更具效益。

圖 6 顯示，隨行動充電車數量增加，各方法的感
測節點存活率整體上升。HQARRF 在各充電車數量下
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均維持最高存活率，且僅使用 2 台充電車時（0.750）
即已超越其他方法使用 7 台時的最佳表現（0.660），
顯示其效益主要來自排程決策品質而非充電車數量；

NJNP 與 Genetic+2-OPT 的邊際效益則最為有限，增
加充電車僅提升約 3.7 個百分點。多數方法於 4 台後
趨於平緩而未接近 1.0。以 HQARRF 為例，由 4 台增
至 7 台，實際充電時間僅增加約 2%，移動距離與回
站次數卻各增為 2.2 倍，傳遞至節點的總能量因而幾
乎不變（29,570→29,501 J）：新增的充電車多把時間
耗在移動與回站往返，而非停靠充電。

圖 6. 不同行動充電車數量下的感測節點存活率

圖 7 進一步以重複實驗的存活率分布（箱型圖）
驗證上述比較的穩定性，呈現各方法在隨機耗能情境

下多次執行的存活率離散程度。HQARRF 的分布較集
中、箱體較窄，表示其存活率改善並非依賴少數有利

隨機場景，而是在重複執行下能保持一致表現。

為量化上述比較的統計可靠性，本文對圖 3 至圖
5 的 17 個參數點，將 HQARRF 與各點最強的非
HQARRF 方法成對比較；因重複次數不多，顯著性檢
定採精確（exact）Mann–Whitney U 檢定，並以 Cliff's
delta 衡量效應量。各點最強者分別由 UCMC、
Genetic+2-OPT 與 K-EDF 交替取得；在此 17 點子集
上，HQARRF 平均領先 11.2 個百分點（與前述 9.2 個
百分點的差異僅來自參數點集合不同），其中 11 點
效應量達 large（|d| ≥ 0.474）、5 點完全分離（d =
+1.000）、6 點達 p < 0.05。

差距與充電壓力高度相關：節點數量情境（圖

4）平均達 26.1 個百分點，五點全數完全分離且顯
著；電池容量情境（圖 5）則隨容量由 100 J 增至 400
J，差距由 6.0 收斂至 0.4 個百分點。此一分布支持本
文論點——充電壓力偏低時各方法皆能維持高存活
率，區域介入沒有可發揮的空間，故本文並不主張

HQARRF 在所有設定下皆具顯著優勢，而是主張其在
高充電壓力情境中同時具備統計顯著性與大效應量。

圖 7. 不同耗能率下重複實驗的存活率分布（穩定性）

(三) 移動成本、充電效率與負載平衡

圖 8 與圖 9 比較總移動距離。路徑最佳化方法通
常能取得較短距離，但較短移動不一定代表較高服務

品質。

圖 8. 不同感測節點數量下各方法的總移動距離

圖 8 顯示，Genetic+2-OPT 因路徑最佳化而移動
距離最短，HQARRF 距離居中至偏高，反映其需前往
較遠高風險節點的設計特性；但 HQARRF 的移動距
離隨節點數增加的成長幅度相對平緩，顯示區域介入

對多充電車任務分配具有一定集中效果，避免了不必

要的大幅移動。

圖 9. 不同場域大小下各方法的總移動距離

圖 9 顯示，隨場域增大，多數方法的總移動距離
反而下降。其成因在於充電車須保留返回基地台的能

量：場域放大後，較遠的候選目標無法通過可行性檢

查，充電車的服務範圍相對集中，單趟行程因而縮

短。Genetic+2-OPT 則因服務序列拉長而略為上升，
惟其絕對移動距離仍為最低，需對照存活率共同判
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斷。HQARRF 的移動距離接近低群組，表示其區域介
入並未造成不合理的移動成本膨脹。

為避免「移動距離下降」被誤讀為服務退化，本

文檢視同一組場域掃描下的服務品質指標（場域由

1000 m 放大至 3000 m，感測節點數與邊長等比例增
加，故節點密度降為三分之一）。HQARRF 的總移動

距離雖由 1.87×106 m 降至 8.44×105 m（約減少

55%），傳遞至節點的總能量卻由 2.24×104 J 增至

6.53×104 J，接近三倍，可見移動下降源自單位移動
所換得服務量的提升，而非服務不足。存活率方面，

場域擴張使各方法的服務範圍稀釋，整體水準均下

降，但 HQARRF 由 0.800 降至 0.716，Genetic+2-OPT
則由 0.685 降至 0.506，兩者差距反而由 11.5 擴大至
21.0 個百分點。因此移動距離須與存活率、傳遞能量
並列判讀，方能區分「有效率」與「服務不足」兩種

截然不同的低移動成因。

圖 10. 不同感測節點數量下傳遞至感測節點的能量

圖 10 顯示，隨感測節點數量增加，HQARRF 的
傳遞能量在各密度下均高於其他方法，節點越密集時

差距越明顯，表示其排程能在服務容量有限時優先導

向高風險區域。

圖 11. 不同行動充電車速度下傳遞至感測節點的能量

圖 11 顯示，即使充電車速度提高，HQARRF 的
傳遞能量優勢仍持續，表示其排程邏輯在速度更快的

充電車下同樣能將額外服務容量轉換為高風險區域的

充電收益。

圖 12. 不同感測節點數量下的多充電車移動負載平衡

圖 12 以各充電車移動距離的變異係數（CV）衡
量負載均衡度，數值越低代表任務分配越均衡。

HQARRF 的 CV 在多數節點規模下相對偏低，顯示其
區域介入與多充電車協調能有效分散充電任務，避免

負載集中於少數充電車。相比之下，Genetic+2-OPT
的 CV 偏高，顯示路徑最佳化設計本身不具備多充電
車協調能力；ARR-F 的 CV 居中，反映斥力項已提供
一定的隱式負載分散效果。

圖 13(a) 顯示 HQARRF 的回充時間高於其他方
法，因主動前往遠端高風險節點每趟耗能較多；圖

13(b) 則顯示其回充次數顯著少於 NJNP、AR 等局部
貪婪方法。兩項指標合計呈現「少次但長時」的回充

特徵，為主動服務遠端節點所付出的代價；ARR-F 的
兩指標均居中，反映斥力與力場感知能有效減少短途

無效任務。

圖 13(a). 不同感測節點數量下各方法的基地台回充時間

圖 13(b). 不同感測節點數量下各方法的基地台回充次數
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六、討論

HQARRF 有效的主要原因在於分工明確：下層
ARR-F 以可解釋的吸引、斥力與力場項處理候選目標
排序，上層 Q-learning 只在區域風險高且覆蓋不足時
介入，因此避免把所有節點與充電車組合交給單一大

型學習模型處理。

此設計也有適用限制。若節點分布極度稀疏、充

電壓力很低，或高風險節點長期集中於單一小區域，

區域介入相對於局部 ARR-F 的額外效益可能下降；
若區域過大，風險估計會被平均化，若區域過小，則

可能造成介入判斷波動。

在參數敏感度方面，較關鍵者包括區域數、風險

門檻 θr、覆蓋門檻 θc、斥力係數 β 與力場係數 λf。其

中區域數已透過獨立掃描檢驗：將 Z 由 2 掃描至 16，
存活率呈明顯的倒 U 形，Z=6 附近最佳（0.768），
Z=2 與 Z=16 則分別降至 0.564 與 0.668。其敏感度亦
取決於充電壓力——節點密度較低的 2000 m 與 3000
m 大場域中，存活率全距僅 0.012 與 0.000，幾乎不受
區域數影響；500 節點的高密度情境則放大至 0.310
且最佳區域數上移，佐證本文採用自適應區域數的作

法。θr、θc 與 λf 的系統性掃描則列為後續工作。

七、結論

本文提出 HQARRF，以 ARR-F 為下層候選叢集
評分機制，輔以自適應區域風險估計與 Q-learning 上
層介入。

模擬結果顯示，HQARRF 在不同耗能率、節點數
量、電池容量、充電車數量、場域大小與充電車速度

設定下皆能提升節點存活表現；於其中五組情境共 27
個參數點中，有 26 點取得最高存活率，相對五種基
準方法平均值提升約 20.7 個百分點。相較於只重視局
部急迫度或移動距離的排程方式，HQARRF 更適合被
視為一種風險感知的多充電車資源分配框架。

本研究以靜態場域與單一基地台架構進行評估；

動態拓樸、多基地台及異質充電設備等挑戰有待進一

步驗證。未來研究方向包括具能量收集能力節點情境

的延伸與大規模場域的計算效率分析；在自動參數調

整方面，可以中繼學習（meta-learning）由情境特徵
映射至 θr、θc 與區域數，或以存活節點剩餘能量的變

異係數即時縮放斥力係數 β，使方法移至新場域時不
需重新網格搜尋。
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